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Аңдатпа. Биологияда жоғары өнімді секвенирлеу, біржасушалық омика, сандық 

микроскопия, қашықтан зондтау және автоматтандырылған сенсорлар зерттеу деректерінің 

көлемі мен күрделілігін күрт арттырды. Осы әдеби шолудың мақсаты –  жасанды интеллект 

пен цифрлық әдістердің биологиялық зерттеулердегі негізгі қолданылу бағыттарын, олардың 

ғылыми мүмкіндіктерін және сенімді қолдану шарттарын жүйелеу. Рецензияланған еңбектерді 

тақырыптық синтездеу нәтижесінде жасанды интеллект геномдық варианттарды анықтау, 

жасушаларды сегменттеу, ақуыз құрылымын болжау, біржасушалық деректерді 

интеграциялау, жаңа молекулаларды іріктеу, биоалуантүрлілікті мониторингтеу және 

зертханалық циклдерді автоматтандыруда елеулі нәтиже беретіні көрсетілді. Сонымен қатар 

жоғары болжамдық көрсеткіш биологиялық механизмнің дәлелденгенін білдірмейді: дерек 

ағуы, таңдаманың ығысуы, домендер арасындағы айырмашылық, түсіндірмеліліктің 

шектеулілігі және код пен модельдердің жабықтығы нәтижелерді жалпылауға кедергі 

келтіреді. Әдебиеттер синтезі жасанды интеллектіні биологті алмастыратын құрал емес, дерек 

сапасы, сыртқы валидация, пәндік сараптама және қайталанымдылық стандарттарымен 

басқарылатын зерттеу инфрақұрылымы ретінде қарастыру қажет екенін айқындайды. 

Түйін сөздер: жасанды интеллект, машиналық оқыту, терең оқыту, 

биоинформатика, геномика, сандық микроскопия, биоалуантүрлілік мониторингі, 

зертханалық автоматтандыру 

 

ИСКУССТВЕННЫЙ ИНТЕЛЛЕКТ И ЦИФРОВЫЕ МЕТОДЫ В БИОЛОГИЧЕСКИХ 

ИССЛЕДОВАНИЯХ 

Аннотация. Высокопроизводительное секвенирование, одноклеточная омика, цифровая 

микроскопия, дистанционное зондирование и автоматизированные сенсоры привели к 

резкому увеличению объёма и сложности исследовательских данных в биологии. Цель 

данного обзора литературы –  систематизировать основные направления применения 

искусственного интеллекта и цифровых методов в биологических исследованиях, их научные 

возможности и условия надёжного использования. В результате тематического синтеза 

рецензируемых научных публикаций показано, что искусственный интеллект обеспечивает 

значимые результаты при выявлении геномных вариантов, сегментации клеток, 

прогнозировании структуры белков, интеграции одноклеточных данных, скрининге новых 

молекул, мониторинге биоразнообразия и автоматизации лабораторных циклов. Вместе с тем 

высокие показатели прогнозирования не означают, что биологический механизм доказан: 

утечка данных, смещение выборки, различия между доменами, ограниченная 

интерпретируемость, а также закрытость кода и моделей препятствуют обобщению 

результатов. Синтез литературы показывает, что искусственный интеллект следует 

рассматривать не как инструмент замены биолога, а как исследовательскую инфраструктуру, 
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функционирующую на основе контроля качества данных, внешней валидации, экспертной 

оценки в предметной области и соблюдения стандартов воспроизводимости. 

Ключевые слова: искусственный интеллект, машинное обучение, глубокое обучение, 

биоинформатика, геномика, цифровая микроскопия, мониторинг биоразнообразия, 

лабораторная автоматизация. 

 

ARTIFICIAL INTELLIGENCE AND DIGITAL METHODS IN BIOLOGICAL 

RESEARCH 

Abstract. High-throughput sequencing, single-cell omics, digital microscopy, remote 

sensing, and automated sensors have dramatically increased the volume and complexity of data 

generated in biological research. This literature review aims to systematize the main applications of 

artificial intelligence and digital methods in biological research, their scientific potential, and the 

conditions required for their reliable use. A thematic synthesis of peer-reviewed studies demonstrates 

that artificial intelligence delivers significant results in genomic variant detection, cell segmentation, 

protein structure prediction, single-cell data integration, screening of novel molecules, biodiversity 

monitoring, and laboratory workflow automation. However, high predictive performance does not 

establish that a biological mechanism has been proven: data leakage, sampling bias, domain shifts, 

limited interpretability, and the lack of transparency of code and models hinder the generalizability 

of results. The literature synthesis indicates that artificial intelligence should be regarded not as a tool 

for replacing biologists, but as a research infrastructure governed by data quality control, external 

validation, domain expertise, and reproducibility standards. 

Keywords: artificial intelligence, machine learning, deep learning, bioinformatics, genomics, 

digital microscopy, biodiversity monitoring, laboratory automation. 

 

Кіріспе 

Қазіргі биологиялық зерттеу тек 

зертханалық бақылаумен шектелмейді. 

Геномдық секвенирлеу платформалары 

миллиардтаған нуклеотидтік оқылымдарды, 

микроскоптар мыңдаған кескіндерді, ал 

камера-тұзақтар, дрондар және акустикалық 

сенсорлар үздіксіз экологиялық деректерді 

өндіреді. Мұндай массивтерді дәстүрлі 

қолмен талдау баяу әрі субъективті болуы 

мүмкін. Сондықтан цифрлық деректерді 

сақтау, өңдеу және бөлісу технологиялары 

мен жасанды интеллект әдістері биологияның 

зерттеу логикасына біртіндеп енді. Терең 

оқыту күрделі бейне, реттілік және сигнал 

деректерінен пайдалы белгілерді автоматты 

түрде үйренуге мүмкіндік берсе, классикалық 

машиналық оқыту салыстырмалы түрде 

шағын, құрылымдалған деректерде әлі де 

маңызды орын алады (LeCun et al., 2015; 

Greener et al., 2022). 

Жасанды интеллект ұғымы бұл 

шолуда машиналық оқыту, терең нейрондық 

желілер, генеративті модельдер және 

экспериментті жоспарлауға көмектесетін 

алгоритмдерді қамтиды. Ал цифрлық 

әдістерге секвенирлеу, биоинформатикалық 

құбырлар, сандық бейнелеу, геоақпараттық 

жүйелер, қашықтан зондтау, сенсорлық 

мониторинг, бұлттық есептеу, электрондық 

зертханалық жазбалар және 

роботтандырылған эксперименттер жатады. 

Осы екі топ бір-бірінен бөлек емес: цифрлық 

құралдар стандартталған дерек ағынын 

жасайды, ал жасанды интеллект сол 

деректерден жіктеу, болжау, сегменттеу 

немесе оңтайландыру нәтижесін алады. 

Мақаланың мақсаты –  биологиялық 

зерттеулердегі жасанды интеллект пен 

цифрлық әдістердің жетістіктерін тізбектеу 

ғана емес, әр қолданбаның ғылыми дәлелге 

айналу шарттарын салыстырмалы түрде 

талдау. Негізгі сұрақтар: бұл технологиялар 

қандай биологиялық міндеттерді тиімді 

шешеді; қай жерде олардың қорытындысы 

шектеулі; және сенімді, қайталанатын зерттеу 

үшін қандай әдіснамалық қағидалар қажет? 

Әдебиеттерді іріктеу тәсілі 

Бұл жұмыс жүйелі шолу мәртебесіне 

үміткер емес, тақырыптық әдеби шолу 
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ретінде дайындалды. 2015–2026 жылдардағы 

еңбектерге басымдық беріліп, бағыттың 

қалыптасуына ықпал еткен ертерек жұмыс 

қосылды. Іздеу ұғымдары қазақша және 

ағылшынша баламалармен құрылды: artificial 

intelligence in biology, machine learning 

genomics, protein structure prediction, single-

cell foundation model, deep learning 

microscopy, AI biodiversity monitoring, 

bioacoustics, self-driving laboratory, data 

leakage және reproducibility. Google Scholar-да 

индекстелетін рецензияланған журнал 

мақалалары негізге алынды; атау, автор, жыл, 

журнал және DOI мәліметтері журналдардың 

ресми беттері мен библиографиялық 

жазбалар арқылы қайта тексерілді. 

Іріктеуде үш өлшем қолданылды: 

биологиялық зерттеу міндетіне тікелей 

қатыстылық; әдістің немесе проблеманың 

ғылыми қауымдастық үшін маңыздылығы; 

нәтижені тексеруге мүмкіндік беретін 

тұрақты DOI не ресми баспа бетінің болуы. 

Зерттеу мақалалары нақты қолданбаларды 

көрсету үшін, ал шолу және ұсыным 

сипатындағы еңбектер салалық тенденциялар 

мен әдіснамалық шектеулерді синтездеу үшін 

пайдаланылды. Тек аннотациясы қолжетімді 

еңбектерден егжей-тегжейлі сандық нәтиже 

шығарылмады. Сондықтан төмендегі 

тұжырымдар «барлық әдебиетті толық 

қамтиды» дегенді емес, іріктелген сенімді 

еңбектердің тақырыптық синтезін білдіреді. 

Биологиялық деректердің цифрлық 

трансформациясы 

Цифрландыру биологиялық нысанды 

өлшеу тәсілін өзгертті. ДНҚ мен РНҚ 

реттіліктері символдық тізбекке, тін 

кескіндері пиксельдер жиынына, жануар 

дауысы уақыт–жиілік спектріне, ал экожүйе 

координаталармен байланысқан кеңістіктік 

қабаттарға айналады. Мұндай 

репрезентациялар компьютерлік өңдеуді 

жеңілдетеді, бірақ биологиялық шындықтың 

толық көшірмесі емес. Өлшеу құралы, үлгі 

дайындау хаттамасы, сенсордың 

сезімталдығы және деректі аннотациялау 

тәсілі кейінгі модельге жүйелі қате енгізуі 

мүмкін. Сондықтан цифрлық құбырдың 

сапасы тек алгоритм дәлдігімен емес, үлгі 

алудан бастап метадеректерді сақтауға 

дейінгі бүкіл тізбекпен анықталады. 

Машиналық оқытуда мақсат көбіне 

белгісіз үлгілерге болжам жасау, ал 

классикалық биостатистикада параметрді 

бағалау мен гипотезаны тексеру болады. Бұл 

айырмашылық практикалық мәнге ие. 

Модель түрді кескіннен жоғары дәлдікпен 

таныса да, популяция санының өзгеру себебін 

түсіндірмеуі мүмкін. Сол сияқты ген 

экспрессиясынан фенотипті болжау геннің 

себептік рөлін автоматты түрде 

дәлелдемейді. Pichler және Hartig (2023) 

экологияда болжау мен ғылыми қорытынды 

жасаудың мақсаттарын ажырату қажет екенін 

атап көрсетеді; бұл қағида биологияның өзге 

салаларына да ортақ. 

Геномика және біржасушалық 

биология 

Геномика жасанды интеллектіні ерте 

әрі кең қабылдаған бағыттардың бірі. Терең 

желілер ДНҚ тізбегіндегі функционалдық 

элементтерді тану, варианттарды шақыру, 

реттеуші белсенділікті болжау және 

көпомикалы деректерді біріктіру 

міндеттерінде қолданылады. Eraslan және 

әріптестері (2019) терең оқытудың үлкен әрі 

күрделі геномдық деректерден бейсызық 

тәуелділіктерді үйрене алатынын, бірақ 

модель интерпретациясы мен дерек 

қажеттілігі негізгі қиындық болып 

қалатынын көрсетті. Жалпы әдістемелік 

шолулар да биолог үшін модель таңдау 

міндеттен, дерек көлемінен және түсіндіру 

талабынан басталуы тиіс екенін айтады 

(Greener et al., 2022). 

DeepVariant геномдық оқылымдардың 

локалдық туралануын кескінге ұқсас 

репрезентацияға түрлендіріп, бір 

нуклеотидтік варианттар мен шағын 

инделдерді терең желі арқылы жіктейді. 

Poplin және әріптестері (2018) әдістің әртүрлі 

секвенирлеу технологиялары мен 

эксперименттік дизайндарға бейімделе 

алатынын көрсетті. Бұл нәтиже 

биоинформатикалық ережелерді толық 

қолмен жазудың орнына, модельдің шынайы 

деректен пайдалы белгілерді үйрену 

мүмкіндігін танытты. Дегенмен өнімділік 
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референстік геномға, қамту тереңдігіне, 

платформаға және этникалық 

репрезентативтілікке тәуелді; клиникалық 

немесе популяциялық қорытынды алдында 

тәуелсіз дерекпен валидация қажет. 

Біржасушалық RNA-seq әр 

жасушаның мыңдаған ген бойынша 

экспрессиясын өлшейді, бірақ сиректік, 

техникалық шу және партиялық әсер 

талдауды қиындатады. scVI ықтималдық 

генеративті модель арқылы төмен өлшемді 

жасырын кеңістік құрып, партиялық әсерді 

есепке алу мен жасушалық вариацияны 

талдауға мүмкіндік берді (Lopez et al., 2018). 

Кейін scGPT 33 миллионнан астам жасуша 

профилінде алдын ала оқытылған 

трансформерді ұсынып, жасуша типін 

аннотациялау, гендік желілерді зерттеу және 

көпомикалы міндеттерге бейімдеу 

мүмкіндігін көрсетті (Cui et al., 2024). Мұндай 

іргелі модельдер қайта пайдаланылатын 

репрезентация ұсынады, бірақ олардың 

көлемі биологиялық мағыналылыққа тең 

емес: оқу корпусындағы тіндер, аурулар және 

популяциялар тең ұсынылмаса, сирек 

жағдайларға қатысты қорытынды әлсіз болуы 

мүмкін. 

Құрылымдық биология және дәрі 

іздеу 

Ақуыз құрылымын аминқышқылдар 

тізбегінен болжау жасанды интеллектінің 

биологиядағы ең танымал жетістігіне 

айналды. AlphaFold2 CASP14 бағалауында 

көптеген нысандар үшін эксперименттік 

құрылымдарға жақын дәлдік көрсетті (Jumper 

et al., 2021). Кейін әдіс адам протеомының 

басым бөлігіне қолданылып, құрылымдық 

қамтуды айтарлықтай кеңейтті 

(Tunyasuvunakool et al., 2021). AlphaFold 

Protein Structure Database болжамдарды кең 

қауымдастыққа ашық ұсыну арқылы 

цифрлық инфрақұрылымның ғылыми 

ықпалын күшейтті (Varadi et al., 2022). 

Сонымен бірге болжанған құрылым 

мен эксперименттік дәлелді теңестіруге 

болмайды. Модельдің сенімділік көрсеткіші 

төмен аймақтар, ретсіз домендер, балама 

конформациялар, лигандтар, 

посттрансляциялық модификациялар және 

жасушалық орта толық сипатталмауы 

мүмкін. AlphaFold гипотеза қалыптастыруды, 

мутация орнын таңдауды немесе 

экспериментті басымдыққа қоюды 

жеделдетеді, бірақ функцияны, динамиканы 

және өзара әрекеттесуді растау үшін 

криоэлектрондық микроскопия, рентгендік 

кристаллография, ЯМР және биохимиялық 

сынақтар қажет болып қала береді. 

Дәрі-дәрмек іздеуде машиналық оқыту 

нысана таңдаудан бастап молекула 

қасиеттерін болжауға, виртуалды скринингке 

және токсикологияға дейін қолданылады. 

Vamathevan және әріптестері (2019) 

мүмкіндіктің мол екенін, бірақ пайдалы 

нәтиже нақты қойылған сұрақ пен сапалы 

дерекке тәуелді екенін көрсетеді. Stokes және 

әріптестері (2020) терең оқыту арқылы 

құрылымдық жағынан бұрынғы 

антибиотиктерден өзгеше молекулаларды 

басымдыққа қоюға болатындығын көрсетті. 

Бұл модельдер зертханалық скрининг 

кеңістігін тарылтады; олар молекуланың 

тиімділігі мен қауіпсіздігін өздігінен 

дәлелдемейді. Сондықтан есептік болжам 

міндетті түрде in vitro, кейін қажет болса in 

vivo тексерумен жалғасуы тиіс. 

Сандық микроскопия және 

биобейнелер 

Сандық микроскопияда жасушаларды, 

ядроларды немесе ұлпа құрылымдарын 

қолмен белгілеу көп уақыт алады және 

зерттеушілер арасында айырмашылық 

туғызады. Терең оқыту кескін жіктеу, 

объектіні сегменттеу, траекторияны 

қадағалау және кескін сапасын қалпына 

келтіру міндеттерін автоматтандырды (Moen 

et al., 2019). Cellpose әртүрлі кескін 

типтерінде жасушаларды сегменттеуге 

арналған жалпылама модель ретінде 

ұсынылып, алдын ала қайта оқытусыз да кең 

қолдануға бейімделді (Stringer et al., 2021). 

Cellpose 2.0 адам қатысатын қайта оқыту 

арқылы жаңа бейне доменіне салыстырмалы 

аз аннотациямен бейімделуді жеңілдетті 

(Pachitariu & Stringer, 2022). 

Биобейне модельдерінің осал тұсы –  

домен ауысуы. Басқа микроскоп, бояу, үлгі 

дайындау немесе жасуша морфологиясы 
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үйретілген модельдің қатесін арттыра алады. 

Сегменттеу қатесі кейінгі жасуша санына, 

морфометрияға және фенотиптік жіктеуге 

тізбекті түрде таралады. Сондықтан сапаны 

тек орташа дәлдікпен емес, биологиялық 

маңызды сирек объектілердегі қателермен, 

сыртқы зертхананың дерегімен және 

сарапшының визуалды тексеруімен бағалау 

қажет. Жасанды интеллект бұл жерде 

бақылаушыны толық алып тастамай, 

қайталанатын жұмысты азайтып, күмәнді 

мысалдарды адамға қайта бағыттайтын жүйе 

ретінде тиімді. 

Экология және биоалуантүрлілікті 

цифрлық мониторингтеу 

Экологияда камера-тұзақ, дрон, спутник, 

GPS және пассивті акустикалық құрылғылар 

кеңістіктік-уақыттық деректердің жаңа 

ағындарын қалыптастырады. Терең оқыту 

кескіннен түрді анықтау, жануар санын 

есептеу, мінез-құлықты жіктеу және 

дыбыстан вокализацияны тану міндеттеріне 

енгізілді (Christin et al., 2019). Norouzzadeh 

және әріптестері (2018) Snapshot Serengeti 

жиынтығындағы 3,2 миллион кескін 

бойынша 48 түрді анықтау, санын есептеу 

және сипаттау мүмкіндігін көрсетті. Бұл 

камера-тұзақ мониторингін масштабтауға 

жол ашты, бірақ модельдің бір аймақтағы 

жоғары нәтижесі басқа ландшафт, маусым 

немесе камера параметріне автоматты түрде 

көшпейді. 

Өсімдік түрлерін кескін арқылы анықтау 

азаматтық ғылым мен далалық жұмысты 

қолдай алады. Wäldchen және Mäder (2018) 

автоматтандырылған өсімдік 

идентификациясының дамуын 

қорытындылап, жапырақтан бөлек гүл, жеміс, 

сабақ және экологиялық контекст сияқты 

белгілердің маңызын көрсетті. Практикалық 

жүйе пайдаланушыға бір атауды ғана емес, 

ықтимал нұсқаларды, сенімділік деңгейін 

және шешімге әсер еткен белгілерді ұсынуы 

керек. Сирек және жергілікті түрлердің оқу 

жиынында аз болуы қорғау басымдығы 

жоғары таксондарда қате тәуекелін 

күшейтеді. 

Биоакустика құстарды, 

жарқанаттарды, жәндіктерді және теңіз 

жануарларын ұзақ мерзім, жанаспай 

бақылауға мүмкіндік береді. Stowell (2022) 

терең оқытудың дыбыстық оқиғаларды табу 

мен жіктеуді ілгерілеткенін, алайда фондық 

шу, әлсіз белгі, таксондар арасындағы 

теңсіздік және басқа орынға тасымалдау 

мәселелері шешілмегенін атап өтеді. 

Экология мен эволюциядағы жүздеген 

зерттеуді қамтыған синтез терең оқытудың 

әсіресе кескіндік жіктеуде тез таралғанын 

көрсетті, бірақ механистік түсіндіру мен 

болжамдық өнімділікті ажырату керектігін 

ескертеді (Borowiec et al., 2022). Демек 

цифрлық мониторингтің ең сенімді үлгісі – 

сенсор, алгоритм, далалық тексеру және 

экологиялық интерпретацияның біріккен 

циклі. 

Зертханалық автоматтандыру және 

тұйық циклді эксперимент 

Зертханалық автоматтандырудың 

бастапқы мақсаты сұйықтық беру, 

инкубациялау және өлшеу сияқты 

қайталанатын әрекеттерді стандарттау болды. 

Жасанды интеллект қосылғанда жүйе 

алдыңғы нәтижеге сүйеніп келесі 

экспериментті таңдауға қабілетті тұйық 

циклге өтеді. King және әріптестері (2009) 

ұсынған Adam робот-ғалымы ашытқы 

функционалдық геномикасында гипотеза 

құрып, оны автоматты эксперимент арқылы 

тексерудің принциптік мүмкіндігін көрсетті. 

Бұл жұмыс ғылыми процестің кейбір 

формалды бөліктерін машинаға беруге 

болатынын дәлелдеді, бірақ ғылыми 

сұрақтың маңызын бағалау мен нәтижені кең 

теорияға енгізу адам сараптамасын талап 

етеді. 

Қазіргі өздігінен басқарылатын 

зертханалар роботтық өндірісті, жоғары 

өнімді өлшеуді және белсенді оқыту немесе 

Байес оңтайландыруын біріктіреді. Протеин 

инженериясында алгоритм перспективалы 

варианттарды таңдап, робот оларды жасап 

өлшейді, ал жаңа дерек келесі циклді 

жаңартады. Мұндай тәсіл эксперимент санын 

азайтып, үлкен іздеу кеңістігінде пайдалы 

аймақты жылдам табуы мүмкін. Алайда 

жабдық сәйкестігі, калибрлеу, ақауларды 

анықтау, қауіпсіздік және дерек стандарттары 
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ескерілмесе, автоматтандыру қатені де 

жоғары жылдамдықпен қайталайды. 

Сондықтан автономия деңгейі биологиялық 

міндеттің күрделілігіне, тәуекеліне және 

өлшеудің сенімділігіне сай болуы керек. 

 

1-кесте. Биологиялық зерттеулердегі негізгі цифрлық деректер, әдістер және валидация 

талаптары 

Дерек түрі Негізгі әдіс Зерттеуге қосатын 

құндылық 

Басты тексеру талабы 

ДНҚ, РНҚ, 

омика 

CNN, 

трансформер, 

вариациялық 

автоэнкодер 

Вариант шақыру, 

жасуша типін ажырату, 

дерек интеграциясы 

Тәуелсіз когорты, 

партиялық әсер, 

туыстық пен 

қайталанған үлгілерді 

бөлу 

Ақуыз және 

молекула 

Құрылымдық 

және генеративті 

модельдер 

Құрылым болжамы, 

нысана мен 

кандидаттарды 

басымдыққа қою 

Эксперименттік 

құрылым, биохимиялық 

белсенділік және 

қауіпсіздік сынағы 

Микроскопиялық 

кескін 

Сегменттеу және 

объектіні 

қадағалау 

Жасушаларды 

автоматты санау, 

морфология мен 

динамиканы өлшеу 

Басқа микроскоп пен 

хаттамада сыртқы 

валидация, сирек 

объектілерді тексеру 

Экологиялық 

кескін мен 

дыбыс 

Компьютерлік 

көру және 

акустикалық 

жіктеу 

Түрді анықтау, санақ, 

мінез-құлық және 

фенология мониторингі 

Жаңа орын, маусым 

және сенсорда тексеру; 

жалған оң нәтижені 

есепке алу 

Роботтық 

эксперимент 

Белсенді оқыту, 

Байес 

оңтайландыруы 

Келесі тәжірибені 

бейімдеп таңдау, цикл 

уақытын қысқарту 

Калибрлеу, бақылау 

үлгілері, қауіпсіз 

тоқтату және толық 

журналдау 
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Сенімділік, түсіндірмелілік және этика 

Жасанды интеллект қолданылған 

биологиялық зерттеудің ең жиі қатесі –  

модельдің тест нәтижесін шынайы ғылыми 

жарамдылықпен теңестіру. Дерек ағуы кезінде 

бір дараға, бір отбасыға, бір зертханаға немесе 

бір үлгі сериясына қатысты ақпарат оқу және 

тест жиындарына қатар түседі. Сонда модель 

биологиялық заңдылықтың орнына 

техникалық ұқсастықты жаттап, нәтижені 

жасанды түрде көтереді. Bernett және 

әріптестері (2024) биологиялық машиналық 

оқытуда ағуды анықтауға арналған жеті 

бағыттаушы сұрақ ұсынады. Практикада бөлу 

бірлігі биологиялық тәуелсіздікке сай болуы 

керек: мысалы, кескінді емес, пациентті; 

дыбыс үзіндісін емес, жазба орнын; жасушаны 

емес, донорды бөлу. 

 Ашық дерекқорлар белгілі түрлерді, 

организмдерді, популяцияларды және 

зертханаларды шамадан тыс көрсетуі мүмкін. 

Модель осы таралымды үйреніп, сирек 

түрлерде немесе аз зерттелген популяцияларда 

нашарлайды. Бұл тек техникалық проблема 

емес: дерек жинау басымдығы ғылыми 

назарды қайта өндіреді. Сондықтан өнімділікті 

жалпы орташа көрсеткішпен қатар, маңызды 

ішкі топтарда, жаңа географиялық аймақта 

және басқа құрылғыда бағалау қажет. 

Түсіндірмелілік пен себептілік меселесі 

белгі маңыздылығы немесе назар картасы 

модельдің қандай сигнал пайдаланғанын 

шамалап көрсетеді, бірақ биологиялық 

механизмнің дәлелі болмайды. Болжамнан 

кейін нокаут, мутагенез, тежегіш эксперименті 

немесе тәуелсіз далалық бақылау секілді 

тексеру қажет. Walsh және әріптестері (2021) 

ұсынған DOME ұсынымдары дерек, 

оңтайландыру, модель және бағалау туралы 

толық есеп беруге шақырады. Heil және 

әріптестері (2021) дерек, код, үйретілген 

салмақтар, бағдарламалық орта және 

автоматтандырылған жұмыс ағынын 

жариялаудың қайталанымдылық үшін 

маңызын көрсетеді. 

Геномдық дерек тұлғаны қайта 

сәйкестендіруге мүмкіндік беруі мүмкін, ал 

биологиялық дизайн модельдері пайдалы 

молекулалармен қатар қауіпті сипаттамаларды 

да оңтайландыра алады. Сондықтан 

қолжетімділік деңгейі, деректі анонимдеу, 

аудит журналы, рөлдік рұқсат және тәуекелге 

сай адам бақылауы алдын ала жобалануы тиіс. 

FAIR қағидалары деректің табылатын, 

қолжетімді, үйлесімді және қайта 

пайдаланылатын болуын қолдайды, бірақ 

«ашық» пен «жауапты қолжетімділік» 

әрдайым бір нәрсе емес (Wilkinson et al., 2016). 

Талқылау 

Қарастырылған әдебиеттер жасанды 

интеллектінің биологиядағы әсері біркелкі 

емес екенін көрсетеді. Ең айқын жетістіктер 

үлкен стандартталған дерек, нақты мақсат 

және объективті эталон бар міндеттерде 

байқалады: ақуыз құрылымын болжау, 

нуклеотид варианттарын шақыру, жасуша 

сегменттеу немесе алдын ала белгіленген 

түрлерді кескіннен жіктеу. Ал себептік 

механизм, сирек жағдай, жаңа орта немесе 

көпдеңгейлі жүйе қажет болғанда белгісіздік 

артады. Сондықтан «ең күрделі модель ең 

жақсы модель» деген қағида ғылыми тұрғыдан 

дұрыс емес; қарапайым базалық модель, анық 

валидация және түсінікті қате талдауы кейде 

көбірек дәлел береді. 

Цифрлық әдістердің басты құндылығы 

жекелеген алгоритмнен гөрі зерттеу циклін 

байланыстыруында. Сенсор немесе секвенатор 

дерек жинайды; стандартталған құбыр сапаны 

тексереді; модель ықтимал нысандарды 

басымдыққа қояды; эксперимент немесе 

далалық тексеру болжамды сынайды; нәтиже 

дерекқор мен модельді жаңартады. Осы 

циклде адам зерттеу сұрағын, өлшемнің 

жарамдылығын, этикалық шекті және 

биологиялық интерпретацияны анықтайды. 

Яғни болашақтағы тиімді үлгі – толық 
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автономия емес, адам мен есептік жүйенің 

міндеттері дәл бөлінген серіктестік. 

Қазақстандық зерттеу ұйымдары үшін де 

бұл қорытынды өзекті. Қымбат үлкен модельді 

нөлден үйретуден бұрын ашық құралды 

жергілікті дерекпен тексеру, сапалы метадерек 

пен электрондық хаттама қалыптастыру, 

есептеу ортасын құжаттау және пәндік маман 

мен деректер маманының бірлескен жұмысын 

күшейту пайдалы. Биоалуантүрлілік 

саласында жергілікті түрлердің сурет және 

дыбыс коллекциялары, ал биомедицинада 

популяциялық репрезентативті деректер 

ерекше маңызға ие. Мұндай дерекқорларсыз 

сырттан алынған модельдің қателігі жасырын 

қалуы мүмкін. 

Қорытынды 

Жасанды интеллект және цифрлық 

әдістер биологиялық зерттеудің дерек жинау, 

талдау, гипотеза құру және экспериментті 

жоспарлау сатыларын өзгертіп отыр. 

Геномикада олар күрделі реттілік деректерін 

өңдейді; құрылымдық биологияда ақуыз 

пішінін болжауды кеңейтеді; микроскопияда 

сандық фенотиптеуді жеделдетеді; экологияда 

үлкен аумақта үздіксіз мониторингке 

мүмкіндік береді; автоматтандырылған 

зертханада тәжірибені бейімдеп таңдауға 

көмектеседі. Бірақ бұл артықшылықтар 

деректің сапасы мен репрезентативтілігіне, 

дұрыс бөлінген оқу және тест жиындарына, 

сыртқы валидацияға, толық есеп беруге және 

биологиялық экспериментпен растауға 

тәуелді. 

Әдебиеттердің ортақ тұжырымы 

мынадай: жасанды интеллект ғылыми әдісті 

алмастырмайды, оның кейбір кезеңдерін 

күшейтеді. Сенімді қолдану үшін әр 

болжамның дерек көзі, белгісіздігі, қолданылу 

шекарасы және тексеру жолы көрсетілуі керек. 

Болашақ зерттеулер мультимодальды 

деректерді біріктіруге, аз ұсынылған 

организмдер мен популяцияларды қамтуға, 

сыртқы валидацияға, түсіндірілетін 

модельдерге және ашық, қайталанатын жұмыс 

ағындарына бағытталғаны жөн. 
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